Data Mining para avaliação do aprendizado dos cursos de Computação

Deborah Ribeiro Carvalho
, Patricia de Bassi 

Abstract ( Data Mining process can integrate Information System with Knowledge System in order to help people make important decision. This paper addresses the possibility to evaluate student’s behavior in Computing Graduated Courses by using Data Mining techniques. 

For this case study two of the most popular Data Mining tasks were chosen: classification and association rules discovered. The database adopted was an academic data set from Universidade Tuiuti do Paraná with: grades, absences, approval conditions, personal data (sex, age, residence, high school conditions, etc.).

It was able to identify and understand from de experiments results: the apprenticeship in some disciplines categorized as basic, technological and complementary; how the apprenticeship happens in disciplines categorized as pre-required one and so on.

The research helped as to understand student’s behavior so it is possible to offer extra courses and suggest curriculum changes in order to improve student learning.
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Resumo – O processo de data mining pode integrar Sistemas de Informação com Sistemas de Conhecimento para auxiliar no processo de tomada de decisão. Neste sentido, este artigo endereça a possibilidade de avaliar o comportamento dos alunos nos cursos de graduação na área de Computação utilizando algumas técnicas de data mining.

Para o estudo de caso em questão duas das mais populares tarefas de data mining foram escolhidas, a saber: classificação e descoberta de regras de associação. A base de dados adotada foi baseada em dados acadêmicos da Universidade Tuiuti do Paraná, composta por: notas, faltas, condições de aprovação e dados pessoais (sexo, idade, residência, dados do ensino médio, etc).

A partir dos experimentos realizados foi possível identificar e entender: o padrão de aproveitamento dos alunos em relação à determinadas disciplinas ditas do ciclo básico, tecnológico e complementar; como ocorre o aproveitamento dos alunos nas disciplinas em relação àquelas caracterizadas como pré-requisitos; entre outros.

A pesquisa realizada nos permitiu entender o comportamento dos alunos, desta forma é possível oferecer cursos de aperfeiçoamento e sugerir alterações no currículo do curso no sentido de melhorar o aprendizado do aluno.

Palavras Chave ( Apoio à decisão, Classificação, Data Mining, Descoberta de Regras de Associação.

Introdução

O ser humano continuamente toma decisões, ou simplesmente chega a determinadas conclusões baseadas no conhecimento que ele acumula ao longo de sua vida.

Aliado ao fato do conhecimento fazer parte de nosso dia-a-dia, vários motivos contribuíram para que a aquisição de conhecimento se tornasse objeto de pesquisa e investimentos na área da computação. Dentre estes motivos, podemos citar os seguintes [3]:

( disponibilidade de grande capacidade de processamento a baixo custo. Quando os métodos estatísticos foram desenvolvidos nos anos 60 e 70, o poder dos equipamentos mais desenvolvidos equivaleria atualmente à linha PC;

( os instrumentos científicos geram facilmente volumes de dados muito grandes, tornando-os impossíveis de serem analisados pelos métodos tradicionais de armazenamento e recuperação de dados. A questão que se torna cada vez mais presente é a do tamanho deste conjunto e o da sua dimensionalidade. Um técnico pode trabalhar eficientemente com alguns milhares de observações, onde cada uma apresente não mais de uma dezena de atributos. Porém, trabalhar com alguns milhões de observações, onde cada uma possua dezenas ou centenas de atributos, passa a ser um outro tipo de problema, o que pode conduzir a uma situação extrema de “quanto maior a quantidade de dados, menor o volume de informação” [5];

( a introdução de um novo conjunto de métodos lógicos desenvolvidos pela comunidade de Inteligência Artificial, pela Estatística e também pela Física. A ciência da computação tem apresentado alguns métodos de aquisição de conhecimento, como por exemplo, ferramentas para a Descoberta de Conhecimento em Bases de Dados (KDD). Este conhecimento, adquirido a partir do processamento de um conjunto de dados, pode ser estendido para outros conjuntos, a partir do momento que se assume que estes dois conjuntos possuem estruturas de dados similares.

As máquinas ainda estão longe de possuírem as habilidades humanas, como, por exemplo, a capacidade de síntese de uma tecnologia, formulação de hipóteses e a criação de modelos. Este processo de percepção de um fenômeno e a condução de uma análise investigativa ainda é uma exclusividade dos seres humanos. No entanto, as máquinas assumem um papel importante no auxílio destes processos, uma vez que podem reduzir grandes volumes de dados através de métodos de classificação, segmentação, etc. [2].

Este trabalho apresenta e discute um estudo de caso usando a Informação e o Conhecimento extraído de uma base de dados acadêmicos com o objetivo de auxiliar a tomada de decisão de coordenadores de curso e diretores de faculdades.

Este artigo está organizado da seguinte forma: a primeira seção que introduz o assunto, a segunda seção que faz uma revisão da literatura, a terceira seção que apresenta a metodologia adotada ao longo do trabalho e finalmente a quarta seção que apresenta os resultados.

Revisão da Literatura

O termo Descoberta de Conhecimento em Bancos de Dados KDD - Knowledge Discovery in Databases foi criado para nomear o amplo processo de encontrar conhecimento a partir de dados e enfatizar o mais alto nível de aplicações particulares de mineração de dados. Esse processo tem por objetivo a extração do conhecimento implícito e previamente desconhecido e a busca da informação potencialmente útil dos dados [4]. Segundo Fayyad [4] são cinco os procedimentos básicos para a implantação deste processo:

1. Seleção dos dados: Etapa em que o conjunto de dados que servirá de base para o processo é criado através da seleção do conjunto de origem, de um subconjunto das variáveis ou, ainda, de uma amostra. Os dados normalmente são extraídos de um banco de dados operacional, ou de um armazém de dados (data warehouse), criado para servir a diversas necessidades de análise [6] [8].

2. Pré-processamento: Nesta etapa, são decididas as estratégias e é realizada a limpeza dos dados a fim de remover ruídos e tratar dados incompletos, se for o caso.

3. Transformação: Como, normalmente, os algoritmos de mineração não podem acessar os dados em seu formato nativo, seja em razão da forma como são armazenados, seja pela normalização adotada na modelagem do banco, é necessária a conversão desses para um formato apropriado. Pode-se, ainda, sumarizar os dados a fim de reduzir o número de variáveis sob consideração.

4. Data Mining: Consiste na efetiva aplicação do algoritmo escolhido sobre os dados a serem analisados com o objetivo de localizar os padrões desejados. A qualidade dos resultados desse passo depende diretamente da correta realização das etapas anteriores.

5. Interpretação dos resultados: Nesta etapa, as informações resultantes das etapas anteriores são interpretadas e avaliadas de forma que se selecione o conhecimento resultante de todo o processo.

Ao processo de análise de conjuntos de dados que têm por objetivo a descoberta de conhecimento, ou seja, de padrões interessantes e que possam representar informações úteis dá-se o nome de Data Mining. A atividade de descoberta do conhecimento é uma das mais fascinantes, onde são processados os algoritmos de aprendizado de máquina e de reconhecimento de padrões. A maioria dos métodos de Data Mining é baseada em conceitos de aprendizagem de máquina, reconhecimento de padrões, estatística, classificação, clustering, modelos gráficos, etc. [2]. 

Data Mining é uma metodologia para encontrar uma descrição lógica ou matemática, eventualmente de natureza complexa, de padrões e regularidades em um determinado conjunto de dados. Para isso, desenvolve fundamentalmente dois tipos de processos: generalizações a partir de conjuntos de observações conhecidas e detalhamentos desta estrutura a partir de suas descrições. 

As várias tarefas desenvolvidas em Data Mining têm como objetivo primário a predição e a descrição. A predição usa atributos para predizer o desconhecido ou os valores futuros de outras variáveis de interesse. A descrição contempla o que foi descoberto nos dados sob o ponto de vista da interpretação humana [4].O interesse por esse tipo de informação deve-se ao fato de que as empresas e organizações estão coletando e armazenando grandes quantidades de dados como conseqüência da redução dos preços de meios de armazenamento e computadores e do aumento da capacidade de ambos.

Com o aumento dos conjuntos de dados armazenados é necessária a adoção de técnicas mais elaboradas para a sua análise objetivando a tomada de decisão. Os métodos tradicionais de análise de dados, como planilhas e consultas, não são apropriados para tais volumes de dados, pois podem criar relatórios informativos sobre os dados, mas não conseguem analisar o conteúdo desses com a finalidade de obter conhecimentos importantes [4].

Tarefas de Data Mining
O objetivo de um sistema de data mining é a descoberta de conhecimento “escondido” tendo como entrada o dado em estado bruto (não trabalhado). Além do aprendizado indutivo a partir de bases de dados, um sistema de data mining deve criar modelos que possam ser utilizados na tomada de decisão. Para tanto, surge o problema de separar o conhecimento óbvio e irrelevante, do que é efetivamente útil. Surge a necessidade de modelar o conceito de “conhecimento interessante”, dependente não apenas de cada peça de conhecimento, mas também de fatores ligados ao domínio, ao tipo de usuário, de aplicação e vários outros.

Uma das principais limitações da análise por seres humanos é a falta de adequação do cérebro quando buscando por dependências multifatoriais complexas nos dados e, principalmente, a falta de objetividade nas análises. A experiência faz com que o conhecimento influencie na investigação, algumas vezes auxiliando, outras prejudicando, mas é praticamente impossível evitar a sua influência.

A principal justificativa pela opção por um sistema de Data Mining é o relativo baixo custo se comparado à necessidade de contratação de vários profissionais especializados na área de negócios e estatísticas.

A seguir são apresentadas algumas tarefas nas quais os sistemas de mineração de dados já estão sendo utilizados [2]:

( Classificação: esta tarefa tem como principal objetivo a classificação automática de novos itens através da análise dos itens atuais. No processo de classificação, os algoritmos de indução de regras resolvem problemas do tipo: “descobrir regras para a previsão das classes (valores de uma variável dependente) de novos exemplos do domínio”. Como esta descoberta ocorre ao analisar experiências passadas, é necessário nesse processo, que um conjunto de exemplos dessas experiências esteja disponível, de forma que a variável dependente esteja tratada em k classes disjuntas, onde k representa o número de valores possíveis desta variável. Assim sendo, um novo exemplo poderá ser classificado, através da indução, em uma destas k classes. É considerada a tarefa mais comum em KDD;

( Associação: a tarefa de descobrir regras de associação foi introduzida por Agrawal [1] e procura por regras que representem relacionamentos ou padrões freqüentes entre conjuntos de dados. Uma regra de associação é do tipo SE X ENTÃO Y sendo X o antecedente e Y o conseqüente. As regras de associação revelam quais são as relações relevantes dos objetos no conjunto de dados. Por exemplo, um conjunto de sintomas freqüentemente ocorre juntamente com um outro conjunto de sintomas. Considerando, por exemplo, os dados de um supermercado, onde as compras de cada cliente estejam registradas por transação de compra, o departamento de planejamento pode, utilizando esta abordagem, identificar associações entre conjuntos de itens consumidos e continuidade de consumo dos clientes. Uma possível resposta seria que 90% das transações registradas para pão e manteiga são também acompanhadas de leite. Neste caso, é dito que o antecedente da regra é o pão e a manteiga, que o conseqüente é o leite e que o fator de confiança da regra é de 90%.

( Clustering: esta tarefa procura agrupar dados através de características básicas semelhantes.

Metodologia Adotada

Para a realização do estudo de caso foi utilizada a base de dados acadêmicos da Universidade Tuiuti do Paraná (UTP), centralizando o foco sobre os dados dos alunos matriculados nos cursos de Computação. Para a geração da informação foi utilizada a ferramenta SPSS. Para a descoberta de conhecimento foram adotadas duas das principais tarefas de Data Mining; Classificação e Descoberta de Regras de Associação. Para operacionalizar a tarefa de Classificação foi utilizado o algoritmo C4.5 [7] e para a tarefa de Descoberta de Regras de Associação foi utilizado o algoritmo Apriori (http://fuzzy.cs.unimagdeburg.de/~borgelt

/apriori/apriori.html).

A base de dados original apresenta dados para 80 cursos, contemplando 15.131 alunos, compreendendo o período 2000 e 2001. 

Após ter sido realizada a limpeza na base de dados, que é uma das etapas do processo de Data Mining, foi possível concluir algumas informações básicas. Como por exemplo, pode ser citado que o maior número de alunos da UTP é do sexo feminino e se concentra no curso de Psicologia, sendo que os cursos de Secretariado Executivo e Pedagogia não apresentam alunos do sexo masculino. Apesar disto o curso com maior número de alunos é o de Administração –Bacharelado e o que apresenta menor número de alunos é o de Administração - Habilidades em Sistemas de Informação. A idade dos alunos se concentra na faixa de 19 a 25 anos e, excluindo a região central, os alunos residem em sua maioria no bairro da Água Verde. Apesar de a maioria dos alunos da instituição residirem em Curitiba, Colombo é o município da região metropolitana onde mais residem os alunos, seguido de São José dos Pinhais. 

Porém como o objetivo específico desta primeira fase do estudo de caso era analisar os dados dos alunos referentes aos cursos de Computação, restringiu-se a base para 393 alunos, sendo 62 alunos de Tecnologia de Processamento de Dados (PD), 76 de Engenharia da Computação (EC), 150 de Bacharelado em Ciência da Computação (CC) e 105 de Bacharelado em Sistemas de Informação (BSI). Vale ressaltar que o curso de PD foi o primeiro curso na área de Informática criado na UTP em 1991. A partir de 1998 foram sendo criados os demais cursos, sendo que o curso de PD está praticamente encerrado, administrando os últimos alunos remanescentes.

Considerando estes cursos foram processados dados referentes a aproveitamento, como, por exemplo, notas bimestrais, faltas, condição de aprovação, além de dados pessoais, tais como sexo, idade, cidade de residência, ano de conclusão de segundo grau, entre outros.

Resultados

Com o objetivo de identificar alguns fatores importantes com relação ao processo de aprendizado dos alunos dos cursos de Computação da Universidade Tuiuti do Paraná, foram realizados alguns experimentos, os quais a serão descritos a seguir.

A Tabela 1 apresenta a distribuição de alunos por sexo, seguno os respectivos cursos. 

Tabela 1

Distribuição de sexo entre os quatro cursos.

	Cursos
	Sexo
	Total

	
	Fem.
	Masc.
	

	Proc.  de Dados (PD)
	19
	43
	62

	Eng. da Computação (EC)
	10
	66
	76

	Bach. Ciência da Computação (CC)
	22
	128
	150

	Bach. Sistemas de Informação (BSI)
	25
	80
	105

	TOTAL
	76
	317
	393


A partir da Tabela 1, pode-se observar a predominância de alunos do sexo masculino, chegando a mais de 80% do total de alunos considerados os 4 cursos em questão.

Analisando a tabela 2 é possível verificar que não existe uma relação direta do resultado de aprovação considerando ao grau de especificidade do curso. Poder-se-ia esperar que os alunos dos cursos de PD e de BSI apresentassem valores aproximados com relação ao percentual de reprovação por nota e falta, porém percebesse que PD é o curso com menor percentual 5,25% e BSI o com maior percentual 11,88%. Uma hipótese que pode influenciar neste resultado, a ser confirmada, é o fato dos alunos que se matriculam para este curso não terem claro quais são as habilidades específicas necessárias para um profissional desta área. E desta forma terem uma dificuldade maior no aprendizado das disciplinas.

Tabela 2

Participação Percentual da condição de aprovação, 

segundo curso

	Curso
	Condição de Aprovação

	
	Aprov.
	não Cursou
	Reprov.  nota
	Reprov.  faltas
	reprov. Nota/faltas

	PD
	81,56
	0,00
	13,20
	0,00
	5,25

	CC
	71,08
	10,05
	11,59
	0,21
	7,08

	EC
	73,38
	1,71
	15,02
	0,34
	9,56

	BSI
	68,19
	6,95
	12,80
	0,18
	11,88


Ao pesquisar quais são as disciplinas com maior percentual de reprovação, para todos os cursos de computação, conclui-se que são as disciplinas (em ordem crescente de proporção de reprovação): Arquitetura de Computadores, Lógica Matemática, Projeto de Hardware, Ambientes Operacionais, Eletromagnetismo, Calculo Diferencial e Integral, Controle e Servomecanismos, Inteligência Artificial, Física Geral A. 

Porém se for analisada a reprovação associada à outra disciplina a disciplina de Arquitetura de Computadores é a disciplina com a maior incidência de reprovação. Por exemplo, quando o conjunto de dados referentes à reprovação é submetido a um algoritmo de descoberta de regras de associação pode-se extrair as seguintes regras (figura 1).
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figura 1 

Regras de associação entre as disciplinas aprovadas/reprovadas, considerando os quatro cursos de computação

Para poder analisar a figura 1 é preciso interpretar a sintaxe de apresentação das regras, obtidas a partir do algoritmo Apriori. Por exemplo, a primeira regra indica que 25.7% dos alunos que foram aprovados em Fundamentos da Matemática reprovaram na disciplina de Arquitetura de Computadores por nota e faltas. Sendo que ambas as disciplinas foram cursadas na mesma época.

Desta forma, selecionando-se as 11 regras (figura 1) com as maiores confianças (% entre parênteses), pode-se  observar que a disciplina Arquitetura de Computadores na situação de reprovação. O que também é possível perceber é que a reprovação desta disciplina não está associada com a reprovação nas disciplinas que são consideradas pré-requisitos e/ou co-requisitos dela. Se esta premissa fosse verdadeira, existiriam regras, com alto nível de confiança, associando reprovação de Arquitetura com a reprovação nas demais. 

Poder-se-ia perguntar se estas associações variam muito quando a investigação deixa de ser sobre os dados dos quatro cursos juntos e passa-se a trabalhar sobre os dados dos cursos separadamente. Para responder a esta questão foi repetido este experimento para os quatro cursos de computação. Há que se considerar que os valores obtidos para o parâmetro confiança aumentam significativamente devido ao fato de estar sendo processado um conjunto menor de exemplos em cada subconjunto. 

A figura 2 mostra as regras de associação descobertas sobre os dados de EC.
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figura 2

Regras de associação entre as disciplinas aprovadas/reprovadas, considerando o curso  de  EC

Apesar da disciplina de Arquitetura de Computadores contribuir significativamente com um auto grau de reprovação, quando analisados os quatro cursos juntos, analisando isoladamente o curso de EC, este fato não se repete (figura 1). Para o curso de EC as disciplinas com os maiores índices de reprovação, passam a ser as disciplinas de Física Geral, Calculo Diferencial e Integral-A . O que pode ser percebido que também estas três disciplinas não têm as suas respectivas reprovações associadas à reprovação das respectivas disciplinas pré ou co-requisitos as disciplinas em questão.

A figura 3 apresenta as regras de associação descobertas para os dados do curso de PD.
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figura 3 

Regras de associação entre as disciplinas aprovadas/reprovadas, considerando o curso de  PD

No caso do curso de PD pode ser observado que as disciplinas com maiores níveis de reprovação são Projeto de Graduação e Sistemas de Comunicação (figura 3). Com relação a esta situação, a coordenação do curso já reformulou a condução da orientação dos trabalhos de graduação objetivando melhorar o nível de acompanhamento dos trabalhos e assim, aumentar os índices de aprovação. Foram instituídas várias etapas de avaliação, só permitindo que os trabalhos que têm efetivas condições de serem apresentados para uma banca examinadora sejam encaminhados, ficando os demais para reformulação e a apresentação para os anos seguintes. 

Em ambos os casos, Projeto de Graduação e Sistemas de Comunicação não apresentam reprovação associada à outras disciplinas.

Repetindo o experimento para os dados do curso de BSI obteve-se as seguintes regras (figura 4):
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DINAMICADEGRUPOERELACOESHUMANASAprovado
         (
ENGENHARIADESOFTWAREReprovadoporNotaeFreqüência
                                                                            (66.7%)


TOPICOSDEADMINISTRACAOEECONOMIAAprovado
         (
ARQCOMPUTReprovadoporNotaeFreqüência
(72.2%)

FUNDAMENTOSDESIAprovado
                                             (
ARQCOMPUTReprovadoporNotaeFreqüência
(77.8%)

DINAMICADEGRUPOERELACOESHUMANASAprovado  (
ARQCOMPUTReprovadoporNotaeFreqüência
(77.8%)

figura 4

Regras de associação entre as disciplinas aprovadas/reprovadas, considerando o curso de BSI

No caso do curso de BSI, pode ser observado que as disciplinas com maiores níveis de reprovação são Algoritmos, Engenharia de Software e Arquitetura de Computadores (figura 4). Neste resultado surge um detalhe interessante, a reprovação das disciplinas Engenharia de Software está associada à reprovação da disciplina de Arquitetura de Computadores (quarta regra na figura 4), ou seja, 58,3% dos alunos que reprovam por nota e freqüência em Engenharia de Software também reprovam pelo mesmo motivo em Arquitetura de Computadores.

Este fato pode estar relacionado ao perfil do aluno que ingressa no curso de BSI ser distinto do aluno que ingressa nos demais cursos, conforme mencionado no início desta seção. Muito provavelmente o aluno deste curso tem maior dificuldade com disciplinas com alto grau de tecnicidade, como Arquitetura de Computadores e Engenharia de Software. Por mais que o perfil dos alunos de PD e de BSI possa hoje ser semelhante, os alunos ingressos no curso de PD não tinham as opções que hoje a UTP dispõem (vestibular para 3 cursos na área de computação), desta forma, aqueles alunos congregavam as habilidades de todas as áreas da computação. Vale ressaltar que para a realização destes experimentos, para o curso de BSI, só foram considerados os dados referentes às duas primeiras sérias, devido ao fato de se tratar de um curso criado em 2000.

A partir desta associação de reprovações o coordenador e o colegiado podem re-adequar o conteúdo destas disciplinas para o perfil do profissional que se objetiva formar a partir deste curso, ou aperfeiçoar a condução destas disciplinas com reprovação associada, inclusive porque tratam-se de disciplinas ministradas na mesma série.

A figura 5 apresenta as regras descobertas sobre os  dados do curso de CC.

INTRODUCAOACOMPUTACAOAprovado                                    (        

       PROGRAMACAODECOMPUTADORESIReprovadoporNota        

                                                                                                    (50.0%)

LOGICAMATEMATICAReprovadoporNotaeFreqüência                 (  

CALCDIFERINTEGRALIReprovadoporNotaeFreqüência      (50.0%)

ESTRUTURADEDADOSEGRAFOSAprovado                                (                

      ARQCOMPUTReprovadoporNota                                      (56.3%)

PROGRAMACAODECOMPUTADORESIIAprovado                     (  

      ARQCOMPUTReprovadoporNota                                      (56.3%)

ENGENHARIADESOFTWAREIAprovado                                      ( 

      ARQCOMPUTReprovadoporNota                                      (50.0%)

PROBABILIDADEEESTATISTICAAprovado                                ( 

     ARQCOMPUTReprovadoporNota                                       (68.8%)

LOGICADEPROGRAMACAOAprovado                                        ( 

     ARQCOMPUTReprovadoporNota                                       (50.0%)

HABILIDADESACADEMICASAprovado                                      ( 

     ARQCOMPUTReprovadoporNota                                       (62.5%)

figura 5

Regras de associação entre as disciplinas aprovadas/reprovadas, considerando o curso de  CC

No caso do curso de CC pode ser observado que a disciplina com o maior nível de reprovação é Arquitetura de Computadores (figura 5). Novamente para CC foi descoberta uma associação de reprovação entre disciplinas, ou seja, a segunda regra indica que 50% dos alunos reprovados por nota e faltas em Cálculo Diferencial e Integral I também reprovaram, pelo mesmo motivo, em Lógica Matemática. 

Tentando explorar um pouco mais a questão dos fatos que determinam o aprendizado dos alunos dos cursos de computação procurou-se identificar se existe alguma relação entre sexo, idade e outros atributos no resultado que identifica a situação de aprovação. Para tal foram realizados experimentos a partir da tarefa de classificação, adotando como atributo meta a própria situação de aprovação, o qual apresenta os seguintes valores de domínio: Aprovado, Reprovado por Nota, Reprovado por Faltas e Reprovado por Nota e Faltas. Como atributos previsores foram adotados os seguintes atributos: código do curso, sexo, idade, nota_1, nota_2, nota_3, nota_4, falta_1, falta_2, falta_3, falta_4 e série.

Tomando estes dados como entrada foi construída uma árvore de decisão a partir do algoritmo C4.5, a qual é mostrada na figura 6.

4 cursos contendo 393 alunos
Read 2755 cases (12 attributes) from dados_c45_notas.dat

Decision Tree:

nota_4 <= 0.3 :

|   falta_3 <= 1 :

|   |   codcurso in {8,134}:

|   |   |   nota_1 <= 7.2 : Reprovado_nota(226.0)

|   |   |   nota_1 > 7.2 : Aprovado (200.0)

|   |   codcurso in {46,71,45}:

|   |   |   nota_3 <= 0 :

|   |   |   |   falta_1 > 5 : Reprovado_nota (230.0)

|   |   |   |   falta_1 <= 5 :

|   |   |   |   |   falta_2 > 2 : Reprovado_nota_frequencia (103.0/1.0)

figura 6

Segmento Inicial da Árvore de Decisão – Caracterização do perfil do aluno segundo a condição de aprovação

Como resultado da análise realizada na figura 6 pode-se concluir que o aprendizado dos alunos de PD (8) e de EC (45) no primeiro bimestre pode ser determinante para o seu aprendizado, ou seja, caso ele não consiga obter a média (7,0), o mesmo tem um indicativo de reprovação. Existe uma tendência dos coordenadores de cursos aguardarem os resultados do primeiro bimestre para então tomar alguma atitude em relação a problemas de aprendizado. Um resultado como este pede uma maior atenção dos coordenadores já para o primeiro bimestre. 

Já para os cursos CC(71) e EC(45 e 46) o atributo previsor que se destaca é o número de faltas no primeiro bimestre. Os alunos que faltaram a mais de cinco aulas no primeiro bimestre têm um indicativo de reprovação por nota.

Isto leva a concluir que o nível de aproveitamento do aluno, tanto nota quanto freqüência, já no primeiro bimestre do ano é relevante para seu bom desempenho.

Conclusão

A partir dos resultados obtidos pode-se perceber que alguns cursos apresentam similaridade no comportamento do aprendizado, o que pode sugerir aos coordenadores de curso que o respectivo currículo respeite as habilidades específicas de cada profissional que se objetiva formar, bem como o perfil do aluno que ingressa nestes cursos, inclusive prevendo fases de nivelamento, habilitando assim o discente para enfrentar as dificuldades mais frequentes. 

Outra questão são os pontos que podem sugerir investigação: a inter-relação de determinadas disciplinas em uma mesma série do curso estar desbalanceada em relação ao nível exigido do aluno;  a distribuição das disciplinas básicas e das tecnológicas ao longo do currículo, etc. Por exemplo, pelo fato da disciplina de Arquitetura de Computadores ser uma disciplina tecnológica, com um alto grau de exigência de conteúdos básicos, talvez não seja a melhor opção mantê-la nas  primeiras séries. 

Por mais que possa parecer senso-comum, as disciplinas pré-requisitos serem as grandes responsáveis pelo aproveitamento das disciplinas subseqüentes, um experimento como este pode demonstrar aos gestores do curso os pontos onde este princípio básico não está sendo verificado.

Como trabalhos futuros são sugeridos experimentos tentando associar outras características, como por exemplo: escola de origem do discente,  relação do discente com atividades extras à Universidade, relação existente entre as provas de segunda-chamada e o aproveitamento final da disciplina, etc.
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